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BUDOUCI VYZNAM DAT VELKEHO OBJEMU
A STROJOVEHO UCENI PRO UCINNOST INSPEKCI
BOZP

Uvod

Inspekce jsou pravdépodobné nejdulezitéjSim nastrojem politiky, ktery statni inspektoraty
pracepraktikuji, aby zajistily, Zze spole¢nosti (firmy) podniknou nezbytné kroky k dodrzovani
predpist v oblasti BOZP. Uginek inspekci v3ak zavisi na nékolika rliznych faktorech. Jednim ze
zéakladnich faktor( je proces vybéru objektd inspekce, tj. spole€nosti nebo pracovist, ktera maji byt
zkontrolovana. V zasadé jsou k dispozici pfi nejmensim tfi rizné pfistupy k jejich vybéru. V ramci
prvniho pfistupu se provadi inspekce vSech spoleCnosti bez ohledu na pfipadné riziko, velikost
spoleCnosti, typ odvétvi nebo jina kritéria. Druhy pfistup zahrnuje vybér spole¢nosti na zakladé
nahodného vybéru vzorkd, kde je pro kazdou spole¢nost, bez ohledu na jakoukoli charakteristiku,
stejné pravdépodobné, Ze bude vybrana. Pokud jde o preventivni a ekonomické podminky, obé
tyto metody jsou obvykle povazovany za neucinné (Blanc, 2013). VétSina inspektorat prace tak
vybira objekty na zakladé tfetiho pfistupu, tedy pfistupu zalozeného na rizicich. Stru¢né feceno,
pfistup zalozeny na rizicich zahrnuje vybér objektl inspekce na zakladé miry rizika.

Ackoli pfistup zaloZzeny na rizicich je pro vétSinu modernich inspektoratd prace zakladnim
pravidlem, jeho uplathovani v praxi je znacné problematické. Hlavnim divodem je to, Zze chybi
dostatec¢né propracované metody pro analyzu rizik (Mischke a kol., 2013). Bez vhodnych metod
umoznujicich stanoveni priorit na zakladé rizik by se u pfistupu zaloZeného na rizicich mohlo stat,
Ze se z néj stane oficialni politické prohlaseni bez konkrétnich praktickych disledku. Proto je tfeba
vypracovat metody, které umozni zaméfit se na vysoce rizikové spole¢nosti (Weil, 2008).

VétSina inspektoratll prace shromazduje a uklada obrovské mnozstvi udaja tykajicich se jejich
objektu inspekce a jejich inspek&nich ¢innosti. Inspektoraty tak maji potencialné velké a rychle
rostouci objemy dat, ktera se dnes oznaduji jako ,data velkého objemu“. Data velkého objemu
v kombinaci s technologii strojového uceni se pouzivaji ve stale vétsi mife pro rtzné prediktivni
UCely a slouzi pro pouceni se ze skrytych tendenci v datech. Prediktivni hodnota dat velkého
objemu a technik strojového uéeni se testuje napfiklad v tak odliSnych oblastech, jako je prognéza
nadorovych onemocnéni a vysledky pacientu, pfedpovéd bankrotu, vyvoj ceny ropy, odhalovani
danovych podvodd, vyvoj trestné ¢innosti a progndza akciového trhu. Zasadni otazkou, kterou se
v tomto dokumentu zabyvame, je vSak to, zda pouziti dat velkého objemu a technologie strojového
uceni s cilem zamé&fit se na vysoce rizikové objekty inspekce je pro inspektoraty prace slibnou
cestou.

Vybér na zakladé rizik

Podle zasad osvédcenych postupu pro regulaéni politiku, které byly stanoveny Organizaci pro
hospodarskou spolupraci a rozvoj (OECD, 2014), by analyza rizik a hodnoceni rizik mély byt
zakladem pro vybirani objektl inspekce inspektoraty prace. To znamena, ze spole¢nosti by mély
byt vybirany k inspekci na zakladé posouzeni pravdépodobnosti a disledki rizikovych prvkd, jako
jsou Urazy, Skodlivé expozice a nelegalni pracovni podminky. Zakladem vybéru na zaklade rizik je
pfiznani toho, ze z ddvodu omezenych zdroju uréenych na inspekce neni mozné kontrolovat
vSechny rizikové oblasti a vSechny rizikové objekty. Pokud jde o inspekce BOZP provadéné
inspektoraty prace, znamena to, Ze nékteré problémové oblasti musi byt upfednostnény pred
ostatnimi. Kromé toho musi byt nékteré spolecnosti podrobeny inspekci prednostné pred
ostatnimi.
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Zasada vybéru na zakladé rizik neni nova. V rdmci hodnoceni systému Spojeného kralovstvi pro
dohled nad BOZP provedeného Robensonovym vyborem byl témé&f pfed 50 lety v procesu
modernizace regulaénich inspekci zaveden pfistup zaloZeny na rizicich (v kombinaci se
samoregulaci) (Robens, 1972). Aby se zajistilo nakladové efektivni vyuzivani zdrojl na inspekce,
Robensova zprava doporucila regulaCnimu organu, aby své zdroje selektivné soustfedil na
na zakladé systematické analyzy vSech dostupnych udaji tykajicich se BOZP, napf. statistik
urazd, technickych informaci a znalosti mistnich pomérua ze strany inspektoratu.

Doporu¢eni Robensovy zpravy byla Siroce pfijata inspektoraty prace v mezinarodnim méfitku
i v Clenskych statech EU. RozSifeni pristupu zalozeného na rizicich znamena, Ze vétSina
modernich inspektorat(i prace pfijala myslenku stazeni zdroji z objektd s nizkou mirou rizika
a soustfedéni vétSiho objemu zdroju pro prosazovani predpisli na objekty s nejvySSi mirou rizika.
Aby to bylo mozné, je nutny néjaky zpusob analyzy dat. Analytické metody pro identifikaci odvétvi
s vysokou mirou rizika a skupin pracovniku vystavenych riziku jsou dobfe propracované. Takové
analyzy zalozené na rizicich obvykle vychazeji z vnitrostatnich statistik tykajicich se napfiklad
nemoci z povolani, pracovnich Uraz( a expozic na pracovisti. Analyzy tvofi zaklad inspekcnich
kampani, strategickych pland a vnitrostatnich, a dokonce i mezinarodnich, prioritnich oblasti.

Metody, které umozfiuji stanoveni priorit napfi¢ spole€nostmi v rdmci odvétvi, jsou mnohem méné
bézné nez Siroké analyzy zaloZené na rizicich. Obvyklym pFistupem inspektoratu prace ohledné
vybéru konkrétnich spole¢nosti vystavenych rizikim je spoléhani se na znalosti mistnich pomért
ze strany inspektor(. Nékteré inspektoraty prace, napfiklad v Dansku a Svédsku, prozkoumaly
pouzitelnost systémud hodnoceni rizik na zakladé aditivnich méfitek. Pfi pouziti aditivnich méfitek
jsou kazdé spolecnosti pfidélena bodova hodnoceni rizik na zakladé nékolika charakteristik (jako
je velikost, typ odvétvi a pocet registrovanych Urazu). Tato bodova hodnoceni se sectou a ziska
se tak celkovy pocet bodl. Spole¢nosti s nejvysSim celkovym poctem bodl inspekci podstoupi
prednostné. Problém s pouzivanim takovych aditivnich méfitek je vSak v tom, Zze vykazuji relativné
nizkou uroven prediktivni platnosti, tj. vysledek neni pfili§ vhodny k tomu, aby oddélil spole¢nosti
s vysokou mirou rizika od spole€nosti s nizkou mirou rizika.

Data velkého objemu a strojové uceni

Stanoveni priorit napfi¢ spole¢nostmi je srovnatelny s nalezenim jehly v kupce sena. V tomto
pfipadé je kupka sena potencialné tvofena stovkami tisic moznych objektl inspekce, ale pouze
urcity pocet téchto objektl jsou jehly, tj. subjekty, u nichz je mira rizik neinosna. Data velkého
objemu a strojové uceni je do velké miry pravé hledanim jehel v kupce sena.

Hlavnim cilem algoritml strojového uceni je poskytnout statisticky model, ktery lze pouzit
k provadéni predpovédi, klasifikaci, odhadi nebo podobnych ukolld. Napfiklad v oblasti
ucCeni pro prfedpovéd nachylnosti k ttmto onemocnénim, jejich recidivy a pfeziti. Tematicky je
predpovéd nadorovych onemocnéni velmi vzdalena vybirani objektl inspekce na zakladé rizik.
V obou pfipadech se vS§ak jedna o pfiklady prediktivnich vyzev nebo problému typu jehly v kupce
sena.

Dva hlavni bézné druhy algoritmu strojového uceni jsou u€eni s ucitelem a uceni bez uditele.
U uceni s ucitelem sestava algoritmus ze zavislé proménné (napf. mira rizika), ktera se ma
pfedpovidat ze souboru nezavislych proménnych. Pfesné predpovédi samoziejmé vyzadu;ji
vysokou miru korelace mezi nezavislymi proménnymi a zavislou proménnou. U uéeni bez ucitele
neexistuje Zadna zavisla proménna, ktera by se méla pfedpovidat, ale cilem algoritmu je seskupit
data do skupin (napf. rdznych rizikovych skupin) podle podobnosti. Na rozdil od aditivnich méfFitek,
jako jsou ta, kter4 zkoumaji inspektoraty prace v Dansku a Svédsku, algoritmy pouZivané ve
strojovém uceni postupné zlepSuji své predpovédi, zejména metodou pokusl a omyld. To
znamena, ze stroj se u€i z minulych Uspéchl (spravnych pfedpovédi) a chyb (nespravnych
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pfedpovédi) a na zakladé obdrZzené zpétné vazby se pokousi tyto znalosti zuZitkovat tak, aby
predpovédi byly pfesnéjsi.

Vyuziti dat velkého objemu a strojového uceni pfi vybéru
objekttl inspekce

Algoritmy ucéeni s ucitelem a bez uditele vyZaduji dostateény objem dat, pokud jde o pocet
pozorovani ipocet proménnych, obvykle oznaCovanych jako ,charakteristiky“. Jak jiz bylo
uvedeno, vétSina inspektoratll prace shromazduje a uklada obrovské mnozstvi Udajl o svych
objektech inspekce a svych inspekénich ¢innostech. Dostupné Udaje se obvykle tykaji specifickych
charakteristik spole¢nosti, jako je poCet zaméstnancli, délka existence spolecnosti, skupina
odvétvi, poCet pfedchozich inspekci, vysledky pfedchozich inspekci a oznameni urazd. Kromé
toho se v dusledku pFidavani vysledkd novych inspekci mnozstvi udaju kazdym dnem zvySuje.
V zasadé by tedy feSeni problému vybéru spolec¢nosti s vysokou mirou rizika pomoci dat velkého
objemu mélo byt pfinejmensim na prvni pohled vhodné pro algoritmy strojového uéeni. Navzdory
tomu se uskuteCnilo jen malo takovych pokusu. Existuje vSak nékolik pozoruhodnych vyjimek,
pficemz vSechny ukazuji, ze data velkého objemu a strojové uceni by mohly byt pro inspektoraty
prace velmi dllezité pro feSeni problému vybéru objektll inspekce s vysokou mirou rizika.

Prvnim pfikladem je vyzkumnd studie, kterd zkoumala vhodnost metodiky strojového uéeni pro
predpovéd pracovnich Uraz(l, nebo konkrétnéji padd na stejné drovni (Matias a kol., 2008).
Navzdory relativné pfesnym pfedpovédim je nevyhodou této studie to, Ze charakteristiky obsazené
v algoritmech nejsou typem udaja, které inspektoraty prace normalné maiji k dispozici (napf. pouziti
osobnich ochrannych pracovnich prostfedkd a uklidové postupy). Kromé toho pady na stejné
urovni predstavuji jen nepatrnou €ast rizik na pracovisti, kterymi se inspektoraty prace zabyvaiji.

Druhym pfikladem je také vyzkumna studie (Hajakbari a Minaei-Bidgoli, 2014). Tato studie
vytvofila bodovaci systém pro pfedpovidani rizika pracovnich Urazd. Studie navic dospéla
k zavéru, Ze |ze pomérné presné pfedpovédét riziko rdznych typl pracovnich Urazt na zakladé
nékterych obecnych charakteristik spole€nosti (hlavni €innost spole¢nosti, rozlozeni pohlavi, pocet
zaméstnancu atd.). Studie dale dospéla k zavéru, ze algoritmus by mohl byt pouzit k identifikaci
pracovist, ktera je nutné podrobovat inspekcim BOZP pravidelné. Data pouzita v této studii byla
ziskdna z databaze inspektoratu prace. Nevyhodou studie je v8ak opét to, Ze pracovni Urazy
pfedstavuji pouze jedno z mnoha rizik na pracovisti, jimiZ se inspektoraty prace zabyvaji. Zvlastnim
problémem, pokud se spoléhame na statistiku urazu, je mimoto skutecnost, ze tyto Udaje jsou
ziejmé velmi nachylné k podhodnocovani.

Tretim ptikladem je nastroj vyvinuty norskym Uradem inspekce prace (NLIA) na pomoc
inspektoriim pfi vybéru spole€nosti s ohledem nariziko (Dahl a kol., 2018). Tento nastroj s hazvem
Nastroj pro predikci rizikovych skupin (RGPT, z angl. Risk Group Prediction Tool) rozdéluje
s nizkou mirou rizika, s vysokou mirou rizika a s nejvy$si mirou rizika. Cim vy$$i je mira rizika pro
skupinu, do nizZ je dana spole¢nost zafazena, tim vySsi je pravdépodobnost, Ze budouci inspekce
v této spole¢nosti odhali zavazné odchylky od dodrzovani predpisl v oblasti BOZP. Skupina, ke
které je spoleCnost pfifazena, je pro inspektory viditelna prostfednictvim interniho webového
uzivatelského rozhrani ufadu NLIA. Proto pfi vybéru spoleénosti k inspekci jsou inspektofi
informovani o rizikovych skupinach spole¢nosti a jsou tak schopni provadét vybér podle rizik.

Nastroj RGPT byl vytvofen na zakladé prediktivniho modelovani pomoci algoritmu strojového
ueni za pomoci tzv. binarni logistické regresni analyzy. Na zakladé regresniho modelu jsou
vSechny spoleénosti v Norsku (pfiblizné 230 000 spole¢nosti) zafazeny do jedné ze Ctyr rizikovych
skupin. To se provadi ve dvou krocich. V prvnim kroku regresni model pfedpovida, jak je
pravdépodobné, Ze budouci inspekce odhali zavazné odchylky od dodrzovani predpist v oblasti
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BOZP. Ve druhém kroku model pouziva pfedpovézenou hodnotu pravdépodobnosti k zafazeni
spolecnosti do rizikové skupiny.

Pdavodné byl tento nastroj vyvinut na zakladé zaznam( z pfiblizné 35 000 inspekci BOZP
provedenych Ufadem NLIA. S rostoucim pocétem inspekci se vSak pfedpovédi provadéné pomoci
nastroje postupné a automaticky zpfesnuji. To znamena, ze se algoritmus sam nastavuje na
zakladé zpétné vazby (spravné nebo chybné predpovédi), kterou obdrzi, kdyZ jsou provadény
noveé inspekce a jsou zaznamenavany do databaze uradu NLIA.

Nastroj RGPT spada do tfidy algoritmG uceni s ucitelem, kde inspekce BOZP, jejichz vysledkem
jsou zavazné odchylky (zavisla proménna), musi byt pfedpovidany ze souboru charakteristik
spoleCnosti. Nastroj RGPT pouziva obecné charakteristiky spolecnosti, jako je jeji velikost,
odvétvova skupina, pocet pfedchozich inspekci, vysledky pfedchozich inspekci, délka existence
spolecnosti, zemépisné umisténi a oznameni Urazl. Prediktivni platnost nastroje je provéfovana
kazdy mésic a dosavadni zkuSenost (po pfiblizné 18 mésicich testovani) je takova, Ze algoritmus
dokaze mimoradné presné vybirat spolenosti s vysokou mirou rizika. To znamena, Ze existuje
jen malo faleSné pozitivnich a faleSné negativnich inspekci, tj. mélo inspekci v rdmci skupiny
v rAmci skupiny s nejvySsi mirou rizika k identifikaci zavaznych odchylek vede. Skupiny s nizkou
a vysokou mirou rizika spadaji mezi oba tyto extrémy.

Zjisténi, ktera jsou vysledkem pouZiti nastroje vyvinutého Ufadem NLIA, ukazuji, Ze je mozné
zaméfit se na objekty inspekce pomoci pouziti dat velkého objemu a strojového uceni. Podobné
pristupy ke strojovému u€eni byly také testovany nejméné dvéma dalSimi evropskymi inspektoraty
prace se slibnymi vysledky: $védskym Uradem pro pracovni prostiedi (Ridemar, 2018)
a nizozemskym inspektoratem SZW (Jacobusse a Veenman, 2016). Norsky nastroj vSak nemusi
byt nutné uplatnitelny i jinymi inspektoraty prace, protoZe jeho pouziti zavisi na tom, jak jsou Udaje
uchovavany, na kvalité udajd, pfistupu k nim a struktufe databaze. Vybirani spole¢nosti na
zakladé nastroje zahrnuje navic pfijeti zplsobu, jakym je riziko definovano a zohlednéno
v algoritmu. Jak je popsano, nastroj je zalozen na definici rizika, coz znamena, ze ¢im vysSi je
riziko pro skupinu, do které je spole€nost zafazena, tim vySsi je pravdépodobnost, Ze inspekce
v této spolecnosti odhali vazné odchylky od dodrzovani predpist v oblasti BOZP. To znamena, Ze
tento nastroj se primarné zabyva tzv. riziky fizeni a kontroly, a nikoliv inherentnimi riziky. Zatimco
rizika Fizeni a kontroly vyplyvaji ze schopnosti a ochoty spole¢nosti fidit riziko (napf. dodrzovanim
prislusnych pfedpis(l), inherentni rizika jsou ta, ktera vyplyvaji z povahy €innosti spole¢nosti (napf.
pad z vysky, expozice chemickym latkam a zatiZzeni muskuloskeletalniho systému).

Rizika spojend s fizenim a kontrolou ainherentni rizika jsou v praxi propojena. To vSak
neznamena, ze oba typy rizik spolu nutné do velké miry empiricky souvisi. Pokud se tedy slepé
spoléhame na nastroje, které se zaméfuji na spole¢nosti na zakladé jednoho typu rizik, mize to
vést k opomenuti jiného typu rizik. V norském regulaénim systému je tato vyzva feSena zamérenim
se zejména na inherentni rizika pfi ur€ovani prioritnich oblasti, skupin pracovnikl vystavenych
rizikim a prdmyslovych odvétvi s vysokou mirou rizika, zatimco rizika v oblasti Fizeni a kontroly
hraji zasadni ulohu pfi konkrétnim vybéru spole¢nosti.

Vyzvy

Skutec€nost, Ze rizika v oblasti fizeni a kontroly na jedné strané a inherentni rizika na strané druhé
nemusi nutné empiricky souviset, nas vede k dalsi, pravdépodobné jesté vétsi vyzve pfi pouzivani
algoritmU dat velkého objemu a strojového uceni pro vybér na zakladé rizik. VSechny tfi vySe
uvedené priklady nastroji strojového uceni jsou pfiklady vybéru na zakladé jednoho hlediska,
tj. na zakladé& jedné konkrétni definice a operacionalizace rizika. Ve svété prace vSak neexistuje
jen jeden konkrétni typ rizik. Organy odpovédné za prosazovani predpisu se proto zabyvaji
raznymi typy rizik, jako jsou napf. urazy, expozice chemickym latkam, vystaveni biologickym
latkdm, psychosocialni hrozby, rizikové faktory pro muskuloskeletalni systém a socialni dumping.
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V ramci téchto typu rizik existuje jesté vice dil€ich typu. Vyvoj modell rizik, které dokazou zachytit
tuto rozmanitost, je velmi naro¢ny, protoze riizné typy rizik spolu nemusi nutné souviset. Zachyceni
této rozmanitosti se tedy zcela liSi od predpovidani pravdépodobnosti jednoho konkrétniho typu
rizika (Dahl a kol., 2018).

Druh@, ale také souvisejici vyzva, jesté vice komplikuje kol vybéru na zakladé rizik. Toto je tzv.
politicka past (Black, 2010). PfestozZe algoritmy strojového u€eni jsou dynamické v tom smyslu, ze
je mozné se poucit z Uspéchl a chyb a pfizpusobovat se jim, nemohou vzit v Gvahu riizné politické
Uhly pohledu. Zaprvé, politicky kontext je nestaly. Typy rizik, ktera si zaslouZzi zvlastni pozornost
dnes, si ji nemusi zaslouzit zitra. Za druhé, politicky kontext je mnohostranny. Rlizné zu¢astnéné
strany, napf. politici, zaméstnavatelé, zaméstnanci, sdélovaci prostfedky a vefejnost maji rizné
nazory na to, jaké typy rizik si zaslouZi zvlastni pozornost. To ukazuje, Ze riziko ve svété prace
nemusi byt nutné objektivni entitou, ale mize byt socialni konstrukci.

Treti vyzva, kterd stoji za zvazeni, souvisi se skute€nosti, Ze ackoli inspektoraty prace maji
obrovské mnozstvi tdaju tykajicich se jejich objektl inspekce, tyto Udaje se obvykle vztahuji pfimo
ke spole¢nosti a daje na Urovni spole€nosti nemusi byt nutné nejvhodnéjSimi udaiji, které je tfeba
zvazit (viz napfiklad Gunningham a Sinclair, 2007). V databazi je jedine¢na spole¢nost obvykle
identifikovana jedinec¢nym identifikatorem, jako je napfiklad Cislo organizace. Schopnost algoritmu
strojového uleni pfifadit danou pfedpovézenou rizikovou hodnotu dané spolegnosti zavisi na
jedine€nych identifikatorech. V3echny potencialni objekty inspekce v3ak nejsou automaticky
identifikovatelné na zakladé jedinecného identifikatoru. Napfiklad ve stavebnictvi to neni nutné
konkrétni spole¢nost, ktera je cilem inspekce, ale doCasné stavenisté. S takovou docasnosti
souvisi pfinejmensim dvé vyzvy. Zaprvé, stavenisté ajina doCasna pracovisté nemusi byt
identifikovatelna na zakladé jedineCnych identifikatord. Zadruhé, i kdyby identifikovatelna byla,
jejich do€asnost znamenad, Ze algoritmus strojového u€eni nemusi dostat pfileZitost poudit se ze
svych predikénich Uspéchu a chyb, nez pfestane staveni$té fungovat, a spolec¢nosti, které toto
stavenisté pouzivaly, se pfesunou v novém uskupeni na nové staveniste.

Zavéerecné poznamky

VySe popsané vyzvy ukazuji, Zze pfi vybéru objektl inspekce s vysokou mirou rizika s vyuzitim
technik dat velkého objemu a strojového uceni existuji znacné potize. Tyto vyzvy vSak nijak
neznehodnocuji uzite€nost téchto technik v ramci pfistupu zalozeného na rizicich. Vyzvy spiSe
ukazuji, Ze vybér na zakladé rizik pravdépodobné nebude plné spoléhat na algoritmy strojového
u€eni. To doklada vy3e uvedeny norsky pfiklad. Misto toho, aby algoritmus mohl pfimo vybirat
objekty, mohou inspektofi pfijimat rozhodnuti za pomoci informaci o rizicich na zakladé
predpovédi, které algoritmus vytvafi. To zahrnuje kombinaci umélé a lidské inteligence, kde kazda
z nich dopliuje silné stranky druhé inteligence. Pokud jde o predpovédi sloZitych spole€enskych
udalosti obecné, je pravdépodobné nutné kombinovat oba tyto typy inteligence.
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